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Resumo 

Sistemas de reabilitação neuromotora domiciliar 

baseados em visão computacional dependem de 

reconhecimento gestual preciso e 

computacionalmente leve, mas a literatura carece 

de comparações sistemáticas entre arquiteturas 

candidatas sob protocolo estatístico rigoroso. 

Este trabalho apresenta a CoAtRes-Net, rede 

convolucional autoral que combina atenção de 

canal e de coordenada com conexões residuais, 

aplicada ao reconhecimento de nove gestos de 

mão a partir de landmarks esparsos do MediaPipe 

Hands. A arquitetura foi comparada 

estatisticamente a seis arquiteturas 

representativas, incluindo três backbones pré-

treinados, sob validação cruzada estratificada de 

cinco dobras, conjunto de teste independente e 

testes pareados com correção para comparações 

múltiplas. A CoAtRes-Net obteve o melhor 

desempenho entre as sete arquiteturas avaliadas, 

com F1-macro de 84,9% na validação cruzada e 

84,3% no teste independente, além de latência de 

5,56 ms em CPU convencional, sem GPU 

dedicada. Uma ablação fatorial indica que a 

conexão residual, não a atenção de coordenada, 

explica a maior parte desse ganho. Quatro 

tentativas de refinamento arquitetural foram 

 Abstract 

Home-based neuromotor rehabilitation systems 

relying on computer vision depend on accurate, 

computationally lightweight gesture recognition, 

yet the literature lacks systematic comparisons 

between candidate architectures under a 

rigorous statistical protocol. This work presents 

CoAtRes-Net, an original convolutional network 

combining channel attention, coordinate 

attention, and residual connections, applied to 

the recognition of nine hand gestures from 

sparse landmarks extracted via MediaPipe 

Hands. The architecture was statistically 

evaluated against six representative 

architectures, including three large-scale 

pretrained backbones, under stratified five-fold 

cross-validation, an independent test set, and 

paired significance tests with correction for 

multiple comparisons. CoAtRes-Net achieved the 

best performance among the seven architectures 

evaluated, with 84.9% macro F1 in cross-

validation and 84.3% on the independent test set, 

along with an average inference latency of 5.56 

ms on a conventional CPU, without a dedicated 

GPU. A factorial ablation indicates that the 

residual connection, not the coordinate 

attention, accounts for most of this gain. Four 
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testadas e refutadas com o mesmo rigor 

estatístico. Os resultados indicam que a 

arquitetura é um componente promissor para 

reconhecimento gestual de baixo custo 

computacional, embora sua aplicação clínica 

dependa de validações futuras não conduzidas 

aqui. 

 

Palavras-chave: Aprendizado Profundo. 

Mecanismos de Atenção. Reabilitação 

Neuromotora Domiciliar. Reconhecimento de 

Gestos de Mão. Redes Neurais Convolucionais. 

architectural refinement attempts were tested 

and statistically refuted. The findings indicate 

that the architecture constitutes a promising 

component for computationally low-cost gesture 

recognition, although its application in real 

clinical settings depends on future validation not 

conducted in this study. 

 

Keywords: Attention Mechanisms. 

Convolutional Neural Networks. Deep Learning. 

Gesture Recognition. Home-Based Neuromotor 

Rehabilitation. 

 

 

1 INTRODUÇÃO 

 

A recuperação de habilidades motoras após lesão neurológica depende da prática 

repetida e consistente de movimentos específicos ao longo de semanas ou meses, processo 

que sustenta a reorganização funcional do sistema nervoso central conhecida como 

neuroplasticidade dependente de atividade. Feedback imediato sobre a execução do 

movimento é parte integrante desse processo: atrasos de retroalimentação sensório-

motora acima de poucas dezenas de milissegundos comprometem a aprendizagem motora 

implícita, impondo restrições rigorosas de latência a qualquer sistema de biofeedback 

destinado a apoiar essa terapia. No Brasil, sustentar essa prática de forma consistente 

esbarra em limitações estruturais concretas de acesso contínuo a cuidado especializado. 

Nesse cenário, o acompanhamento domiciliar contínuo deixa de ser conveniência e passa 

a ser condição prática para que a dose terapêutica necessária seja de fato alcançada. 

Sistemas de reabilitação baseados em visão computacional surgiram como 

resposta direta a essa limitação, usando câmeras convencionais para capturar e analisar 

movimento sem exigir sensores vestíveis, luvas instrumentadas ou equipamento 

especializado. Frameworks de rastreamento de landmarks corporais como o MediaPipe 

tornaram essa abordagem viável mesmo em hardware doméstico modesto, sem GPU 

dedicada, e estudos recentes já validaram sua precisão espacial e temporal contra padrões-

ouro de captura de movimento em contexto clínico. A combinação dessa camada de 

rastreamento com modelos de classificação baseados em aprendizado profundo tem se 

mostrado viável em cenários de reabilitação domiciliar real, com redes convolucionais 

dotadas de mecanismos de atenção classificando exercícios de reabilitação em tempo real 

e em dispositivos de baixo poder computacional, enquanto abordagens gamificadas de 
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terapia domiciliar têm mostrado efeito mensurável sobre a adesão do paciente ao 

tratamento. O desafio computacional consiste em conciliar elevada capacidade 

discriminativa, baixa latência de inferência e reduzido custo computacional, requisitos 

essenciais para aplicações em tempo real executadas em hardware doméstico. Nesse 

contexto, a visão computacional de baixo custo consolida-se como uma linha de pesquisa 

ativa e clinicamente relevante para sistemas de reabilitação neuromotora domiciliar. A 

literatura correlata é revisada de forma sistemática na Seção 2. 

Apesar desse avanço, um levantamento sistemático da literatura recente sobre 

reconhecimento de gestos de mão para reabilitação baseado em landmarks esparsos não 

identificou trabalhos que comparassem múltiplas arquiteturas sob um protocolo 

experimental rigoroso, envolvendo validação cruzada adequada, conjunto de teste isolado 

desde o início do desenho experimental e testes estatísticos pareados entre modelos 

concorrentes. Essa lacuna metodológica possui implicações diretas para a interpretação 

dos resultados, pois, sem protocolos experimentais robustos, torna-se difícil distinguir 

ganhos reais de capacidade representacional de variações decorrentes do processo de 

amostragem. 

Este trabalho integra o desenvolvimento da Plataforma Interativa de 

Neuroestimulação (PINE), iniciativa voltada ao suporte à reabilitação neuromotora 

domiciliar por meio de tecnologias de visão computacional. Nesse contexto, propõe-se a 

CoAtRes-Net, uma arquitetura convolucional que combina atenção de canal, atenção de 

coordenada e conexões residuais para classificação de gestos de mão a partir de landmarks 

esparsos, avaliada por meio de um protocolo experimental rigoroso envolvendo validação 

cruzada de 5 dobras, conjunto de teste independente nunca tocado durante o 

desenvolvimento e comparação estatística pareada entre arquiteturas concorrentes (teste 

de Wilcoxon com correção de Holm-Bonferroni). A arquitetura vencedora é candidata a 

compor, em trabalho futuro e após validação clínica ainda não conduzida, o módulo de 

reconhecimento gestual da PINE, iniciativa de reabilitação neuromotora domiciliar de 

baixo custo em desenvolvimento pelos autores. 

As contribuições deste trabalho são as seguintes: 

1) A CoAtRes-Net, arquitetura convolucional autoral que combina atenção de canal 

e atenção de coordenada com conexões residuais, avaliada e comparada 

estatisticamente contra seis modelos representativos, incluindo backbones pré-
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treinados em larga escala; uma ablação fatorial (Seção 3.5) atribui a maior parte 

desse ganho à conexão residual, não à atenção de coordenada. 

2) Um protocolo de avaliação metodologicamente rigoroso para essa classe de 

problema, contribuindo para reduzir uma lacuna metodológica identificada na 

literatura revisada na Seção 2. 

3) Um diagnóstico sistemático dos limites de desempenho da abordagem baseada em 

landmarks esparsos, incluindo quatro hipóteses de melhoria de arquitetura 

testadas e refutadas com o mesmo rigor estatístico, documentadas como resultado 

negativo informativo em vez de omitidas. 

4) Uma avaliação da viabilidade computacional da arquitetura para utilização em 

sistemas de reabilitação neuromotora domiciliar de baixo custo, sem necessidade 

de GPU dedicada. 

 

2 TRABALHOS RELACIONADOS 

 

2.1 Sistemas de reabilitação digital baseados em visão computacional 

 

O uso de visão computacional para reabilitação motora vem se consolidando como 

linha de pesquisa ativa nos últimos dois anos. Zaher et al. (Zaher et al., 2025) combinaram 

CNNs e Vision Transformers com mecanismos de atenção para classificar exercícios de 

reabilitação domiciliar em tempo real sobre dispositivos de baixo poder computacional, 

obtendo desempenho competitivo em datasets públicos de exercício. O estudo demonstra 

a viabilidade da abordagem, mas avalia uma única configuração de arquitetura sem 

comparação estatisticamente validada contra alternativas. Cunha et al. (Cunha; Maçães; 

Amorim, 2025) propuseram captura de movimento markerless via smartphone para 

feedback de exercício domiciliar acessível, enquanto Hu et al. (HU et al., 2024) validaram 

estimativa de pose 3D monocular a partir de vídeo de smartphone para avaliação de 

pacientes com distúrbios musculoesqueléticos. Boudreault-Morales et al. (Boudreault-

Morales et al., 2025) avaliaram modelos leves de estimativa de pose RGB 

especificamente em pacientes com comprometimento de membro superior pós-AVC, 

observando evidências de que modelos treinados em população saudável apresentam 

capacidade de generalização para indivíduos com comprometimento motor, achado 
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relevante para sistemas treinados predominantemente com gestos executados por 

populações não clínicas. 

No recorte específico de rastreamento de mão via MediaPipe, Wagh et al. (Wagh; 

Scott; Kraeutner, 2024) validaram a fidelidade cinemática do framework em rastreamento 

de trajetória de membro superior 2D contra um sistema de referência, e Latreche et al. 

(Latreche et al., 2023) e Amprimo et al. (Amprimo et al., 2024) confirmaram precisão 

espacial e temporal aceitável em tarefas motoras clínicas específicas. Zainuddin et al. 

(Zainuddin et al., 2024) aplicaram MediaPipe a reconhecimento de gestos para 

reabilitação pós-AVC em um framework de Internet das Coisas, reportando acurácia de 

aproximadamente 84%; Ogg et al. (Ogg et al., 2024) integraram visão computacional e 

OpenCV em fisioterapia domiciliar; e Fernandes e Liberato (Fernandes; Liberato, 2021) 

avaliaram desempenho motor de alunos com limitações físico-motoras usando o sensor 

Kinect v2, hardware especializado de custo e complexidade de implantação 

consideravelmente maiores que uma webcam convencional. Em conjunto, esses trabalhos 

estabelecem a viabilidade técnica e clínica da visão computacional de baixo custo em 

reabilitação, mas nenhum deles submete múltiplas arquiteturas candidatas ao mesmo 

protocolo de validação cruzada e teste estatístico pareado, limitando a comparação direta 

entre alternativas metodológicas sob condições experimentais equivalentes. 

 

2.2 Reconhecimento de gestos e ação via CNN e mecanismos de atenção 

 

Arquiteturas convolucionais com atenção têm sido aplicadas ao reconhecimento 

de gestos de mão especificamente em contexto de saúde. Alonazi et al. (Alonazi et al., 

2023) combinaram um detector baseado em CNN com uma rede de crença profunda para 

reconhecimento gestual em saúde inteligente, e Tsinganos et al. (Tsinganos et al., 2022) 

demonstraram reconhecimento em tempo real via redes convolucionais temporais, ambos 

em condições de captura controladas e sem o nível de ruído biomecânico característico 

de movimento de pacientes com comprometimento motor. Cheng et al. (Cheng et al., 

2024) propuseram uma rede que combina explicitamente modalidades RGB densas e 

esqueleto esparso, mostrando que a modelagem baseada em esqueleto esparso é 

computacionalmente mais barata mas estruturalmente mais limitada em informação do 

que abordagens densas, o que ajuda a explicar por que métodos baseados em landmarks 

esparsos tendem a apresentar desempenho inferior ao de abordagens fundamentadas em 
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vídeo denso. Zhong et al. (Zhong et al., 2023) demonstraram, por outro lado, que a mesma 

modalidade de entrada deste trabalho – esqueleto de mão 3D extraído via MediaPipe a 

partir de vídeo monocular, sem sensor de profundidade dedicado – combinada a uma 

arquitetura híbrida CNN 3D+Transformer que modela explicitamente a trajetória espaço-

temporal por junta, alcança mais de 95% de acurácia em dois datasets de referência 

menores e mais controlados (Briareo e MMHGD, 12–16 classes, 25–40 sujeitos, captura 

em laboratório). A diferença de acurácia frente à CoAtRes-Net não é, portanto, explicada 

por uma modalidade de entrada mais rica, mas provavelmente por esses dois fatores – 

dataset menor e mais controlado, e uma arquitetura que preserva a trajetória por junta em 

vez de rasterizá-la em uma pseudo-imagem única como adotado neste trabalho –, 

distinção retomada na Seção 4.7 ao discutir a tentativa (refutada) de atenção temporal 

explícita. 

Uma linha alternativa de trabalho modela o esqueleto humano como grafo e aplica 

redes convolucionais em grafos (GCN) diretamente sobre a topologia articular (Yan; 

Xiong; Lin, 2018), em vez de rasterizar a sequência de landmarks em uma pseudo-

imagem como adotado neste trabalho. Liu et al. (Liu et al., 2024) propuseram matrizes 

de adjacência específicas por frame para desacoplar dependências temporais e espaciais, 

Cui et al. (Cui et al., 2025) incorporaram modelagem topológica espaço-temporal 

semanticamente ciente, e Li e Al-qaness (Li; Al-Qaness, 2026) propuseram atenção 

estrutural-adaptativa sobre a topologia do grafo. Essas abordagens capturam 

explicitamente a estrutura articular da mão, mas dependem de topologia de grafo bem 

definida. A representação em pseudo-imagem adotada neste trabalho, por sua vez, segue 

a linha iniciada por Ke et al. (Ke et al., 2017), que reorganizaram sequências de esqueleto 

em uma representação tipo-imagem processável por CNN 2D; Duan et al. (Duan et al., 

2022) argumentam que essa família de representações é mais robusta a ruído de pose do 

que abordagens em grafo, já que em landmarks esparsos extraídos de vídeo de baixa 

qualidade ou com oclusão parcial um único ponto mal detectado se propaga pela 

vizinhança do grafo, ao passo que a convolução 2D sobre a pseudo-imagem trata o ruído 

de forma mais global. Neste trabalho, adotou-se a representação em pseudo-imagem por 

essa característica, sem descartar a modelagem baseada em grafos como uma direção 

promissora para investigações futuras. 

Os mecanismos de atenção utilizados neste trabalho inserem-se em uma linhagem 

mais ampla de atenção em visão computacional, iniciada por arquiteturas de atenção de 
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canal como o Squeeze-and-Excitation (Hu; Shen; Sun, 2018) e de atenção espacial não-

local (Wang et al., 2018) – refinada posteriormente pelo ECA-Net (Wang et al., 2020), 

que reduz o custo computacional da atenção de canal –, e, paralelamente, por uma 

segunda linhagem iniciada pela self-attention em larga escala (Vaswani et al., 2017) e por 

sua adaptação a modelos puramente visuais (Dosovitskiy et al., 2021). O CBAM (Woo 

et al., 2018) combina atenção de canal e espacial de forma sequencial; enquanto a 

Coordinate Attention (Hou; Zhou; Feng, 2021) substitui a atenção espacial conjunta por 

uma decomposição em eixos separados de altura e largura, preservando informações 

espaciais que a atenção convencional tende a perder ao agregar simultaneamente ambas 

as dimensões. Essas características tornam a Coordinate Attention particularmente 

adequada para representações cuja organização espacial possui significado estrutural, 

como ocorre na pseudo-imagem composta pelos eixos de juntas articulares e tempo 

utilizada neste trabalho. A CoAtRes-Net proposta combina atenção de canal com 

Coordinate Attention e conexões residuais, explorando essa decomposição 

especificamente sobre os eixos de junta articular e tempo. 

 

2.3 Lacuna e posicionamento deste trabalho 

 

Os trabalhos revisados demonstram, de forma consistente, que a combinação entre 

CNN, mecanismo de atenção e rastreamento de landmarks constitui uma abordagem 

clinicamente viável para sistemas de reabilitação domiciliar. Nenhum deles, contudo, 

submete um conjunto amplo de arquiteturas candidatas – desde modelos desenvolvidos 

do zero até arquiteturas pré-treinadas, com e sem mecanismos de atenção – ao mesmo 

protocolo de validação cruzada e teste de significância estatístico pareado, nem 

documenta explicitamente tentativas de refinamento arquitetural que não produziram 

ganhos de desempenho. Com base nessa lacuna, este trabalho propõe a CoAtRes-Net e a 

compara com seis arquiteturas representativas sob um protocolo experimental único e 

estatisticamente rigoroso, incluindo o relato transparente de quatro hipóteses de 

refinamento arquitetural que não resultaram em melhorias significativas. 
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3 METODOLOGIA 

 

3.1 Conjunto de dados e pré-processamento 

 

Utilizou-se um subconjunto de nove classes do Jester v1 (Materzynska et al., 

2019), dataset público de vídeos curtos de gestos manuais: Thumb Up, Thumb Down, 

Stop Sign, Drumming Fingers, Zooming In With Two Fingers, Zooming Out With Two 

Fingers, Turning Hand Clockwise, Turning Hand Counterclockwise e No gesture, esta 

última representando ausência de gesto intencional. A seleção dessas classes priorizou 

gestos representativos de movimentos manuais com diferentes padrões espaciais e 

temporais e incluiu a classe No gesture para representar o estado de repouso entre 

movimentos consecutivos, condição relevante em sistemas de reconhecimento gestual em 

tempo real. O comparativo principal de arquiteturas (Seção 4) foi conduzido sobre 3.600 

clipes por classe (32.400 no total). Para as análises adicionais de refinamento de 

arquitetura (Seção 4.7), que exigem múltiplas rodadas completas de treinamento para 

cada hipótese avaliada, utilizou-se um subconjunto reduzido de 800 clipes por classe 

(7.200 no total, ~6× mais rápido de processar). Para verificar se essa redução 

comprometia a comparação entre as arquiteturas, avaliou-se previamente o desempenho 

dos sete modelos nas duas escalas de dados. Os resultados mostraram estabilidade do 

ranking comparativo entre os modelos, conforme apresentado na Tabela 4, sustentando o 

emprego da escala reduzida nas análises de refinamento arquitetural sem alterar o 

comparativo principal realizado na escala completa. A Tabela 1 apresenta a composição 

de cada escala. 

 

Tabela 1. Composição do conjunto de dados nas duas escalas utilizadas. O conjunto de teste isolado da 

escala de 3.600 clipes por classe, composto por 4.860 clipes, foi empregado na avaliação detalhada 

apresentada na Seção 4.3; o conjunto de teste da escala de 800 clipes por classe foi utilizado nas análises 

de refinamento arquitetural descritas na Seção 4.7. 

Escala Uso Treino/val. Teste 
3.600/classe (32.400 

total) 
Comparativo principal 27.540 4.860 

800/classe (7.200 total) Ablações e 

refinamentos 
6.120 1.080 

Fonte: Elaborado pelos autores. 

 

Os landmarks da mão foram extraídos com o MediaPipe Hands (Zhang et al., 

2020; Lugaresi et al., 2019), configurado com model_complexity=0, produzindo 21 
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pontos anatômicos, representados pelas coordenadas (x,y,z), em cada frame. O MediaPipe 

Hands foi selecionado por combinar rastreamento em tempo real e baixo custo 

computacional, características compatíveis com a utilização da arquitetura em 

computadores pessoais e dispositivos sem GPU dedicada. 

Para os frames sem detecção, registrou-se a confiança ct ∈ 0,1, e a última pose 

válida foi mantida por meio de preenchimento posterior (forward fill). Os landmarks 

brutos L ∈ RT × 21 × 3 foram normalizados individualmente por clipe, utilizando o pulso, 

correspondente ao landmark 0, como ponto de referência e a diagonal da caixa 

delimitadora formada pelas coordenadas x e y do clipe completo como fator de escala: 

 

 𝐿̂𝑡,𝑗  =  
𝐿𝑡,𝑗 − 𝐿𝑡,0

‖𝑚𝑎𝑥(𝐿:,:,0:2) − 𝑚𝑖𝑛(𝐿:,:,0:2)‖2
   (1) 

 

onde  

 

j indexa a junta e t o frame. A sequência normalizada foi reamostrada linearmente para um 

comprimento temporal fixo de 64 frames e reorganizada em uma pseudo-imagem I ∈ R3 × 21 × 64 

(canais = eixos x,y,z; altura = juntas; largura = tempo), representação de entrada única e 

comparável entre todas as arquiteturas avaliadas. Para os splits de treino, foi aplicado aumento de 

dados (ruído gaussiano nas coordenadas, espelhamento horizontal com remapeamento de rótulo 

para classes direcionais, e perturbação temporal leve) com multiplicador de 4× sobre os clipes de 

treino de cada dobra. 
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Figura 1. Visão geral do pipeline de pré-processamento, ilustrada com dados de um clipe da classe Stop 

Sign (clip_id 100002). (a) 21 landmarks (x,y,z) extraídos pelo MediaPipe Hands no frame 0, com a 

topologia padrão de conexões sobreposta. (b) Efeito numérico da normalização descrita na Eq. 1 sobre 

três landmarks: o pulso, correspondente ao ponto 0, é deslocado para a origem (0,0,0), enquanto as pontas 

dos dedos indicador e médio, correspondentes aos pontos 8 e 12, são recentradas e escaladas pela 

diagonal da caixa delimitadora do clipe completo. (c) Pseudo-imagem real com dimensões [3,21,64], 

composta por um mapa de calor para cada canal x, y e z, em que o eixo vertical representa as 21 juntas e o 

eixo horizontal os 64 frames reamostrados. (d) Entrada fornecida ao classificador e vetor de saída 

correspondente às nove classes. 

 
Fonte: Elaborado pelos autores. 

 

3.2 Arquiteturas comparadas 

 

Foram comparadas sete arquiteturas, agrupadas em três famílias (Tabela 2): dois 

baselines sem aprendizado profundo, três backbones pré-treinados utilizados por meio de 

extração linear de características (linear probe), e duas arquiteturas convolucionais 

treinadas do zero, incluindo a CoAtRes-Net proposta. 

 

Tabela 2. Visão geral das arquiteturas comparadas. 

Modelo Família Estratégia Parâmetros 
baseline_rule Heurística geométrica Sem treino — 
baseline_ml Regressão logística Características 

artesanais 
— 

efficientnet_b0 Backbone pré-treinado Linear probe 5,3M 
convnext_tiny Backbone pré-treinado Linear probe 28M 

swin_tiny Backbone pré-treinado Linear probe 28M 
cbam_cnn CNN autoral (v1) Treino do zero 28.509 

CoAtRes-Net CNN autoral (proposta) Treino do zero 516.117 

Nota: Backbones pré-treinados foram avaliados por meio de linear probe, mantendo seus pesos 

congelados. A quantidade de parâmetros apresentada corresponde ao total de parâmetros do respectivo 

backbone, embora apenas a cabeça classificadora tenha sido treinada. 
Fonte: Elaborado pelos autores. 

 

O baseline_rule realiza a classificação dos clipes por regras geométricas aplicados 

aos landmarks brutos, incluindo limiares relacionados à rotação, ao movimento de pinça 
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e à batida dos dedos, sem etapa de treinamento. O baseline_ml extrai características 

artesanais, correspondendo à média e variância temporal de cada junta e canal da pseudo-

imagem, e utiliza uma regressão logística multinomial treinada sobre essas características. 

Nos três backbones pré-treinados – EfficientNet-B0 (Tan; Le, 2019), ConvNeXt-Tiny 

(Liu et al., 2022), Swin-Tiny (Liu et al., 2021) –, os pesos das camadas convolucionais 

ou de atenção foram completamente congelados. Os embeddings são extraídos uma única 

vez, e uma cabeça classificadora rasa, formada por uma camada oculta de 128 unidades 

e dropout 0,3 (Srivastava et al., 2014), foi treinada sobre representações fixas. Essa 

estratégia permite comparar arquiteturas originalmente pré-treinadas em grandes bases de 

imagens sem realizar ajuste fino (fine-tuning), isolando a capacidade discriminativa das 

características produzidas pelos respectivos backbones. 

A CoAtRes-Net foi desenvolvida a partir da arquitetura cbam_cnn (v1), que 

combina blocos convolucionais com CBAM (Woo et al., 2018), composta por atenção de 

canal seguida de atenção espacial bidimensional conjunta. A arquitetura proposta 

adiciona conexões residuais (He et al., 2016) e substitui a atenção espacial conjunta pela 

Coordinate Attention (Hou; Zhou; Feng, 2021), que decompõe a atenção posicional 

separadamente nos eixos de junta (H) e tempo (W). A atenção de canal é calculada por: 

 

𝑀𝑐(𝐹)  =  𝜎(𝑀𝐿𝑃(𝐴𝑣𝑔𝑃𝑜𝑜𝑙(𝐹))  +  𝑀𝐿𝑃(𝑀𝑎𝑥𝑃𝑜𝑜𝑙(𝐹)))   (2) 

 

onde  

 

F ∈ RC× H× W representa o mapa de características de entrada, MLP é compartilhado entre os dois 

caminhos de pooling, e σ corresponde à função sigmoide. A Coordinate Attention agrega 

separadamente o mapa de características ao longo de cada eixo espacial, 

 

 𝑧ℎ  =  
1

𝑊
∑  𝐹(·, ℎ, 𝑤)𝑊

𝑤=1 , 𝑧𝑤  =  
1

𝐻
∑  𝐹(·, ℎ, 𝑤)𝐻

ℎ=1    (3) 

 

concatena zh e zw, aplica uma transformação 1×1 compartilhada de redução de 

dimensionalidade, e expande de volta em dois ramos separados gh, gw via convoluções 

1×1 independentes seguidas de sigmoide, produzindo a saída final F' = F cdot gh cdot gw. 

Cada bloco residual da CoAtRes-Net aplica duas convoluções 3×3 com normalização de 

lote (Ioffe; Szegedy, 2015), seguidas por atenção de canal (Eq. 2), Coordinate Attention 
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(Eq. 3), soma residual (com projeção 1×1 quando o número de canais muda) e ativação 

ReLU, antes do pooling. Quatro blocos compõem a rede (canais 32→64→96→128), com 

o primeiro bloco reduzindo apenas o eixo temporal para preservar resolução articular nas 

camadas iniciais. 

 

Figura 2. Arquitetura da CoAtRes-Net com formatos dos tensores e quantidades de parâmetros extraídos 

por meio do torchinfo sobre o modelo instanciado. O formato [N,C,H,W] representa, respectivamente, 

lote, canais, juntas e tempo. A linha superior apresenta o fluxo completo, desde o tensor de entrada 

[1,3,21,64] até o vetor de saída com nove classes, com distribuição dos 516.117 parâmetros por estágio. A 

linha inferior apresenta a estrutura interna do Bloco 2, representativa dos quatro blocos da arquitetura, que 

diferem apenas quanto ao número de canais de entrada e saída: projeção 1×1 do atalho residual, duas 

convoluções principais 3×3, atenção de canal (Eq. 2), Coordinate Attention (Eq. 3), soma residual com 

ReLU e max pooling 2×2. 

 
Fonte: Elaborado pelos autores. 

 

3.3 Protocolo de treinamento e validação 

 

Para o comparativo principal, realizado com 3.600 clipes por classe, o conjunto 

destinado ao treinamento e à validação foi particionado em 5 dobras estratificadas por 

classe. Em cada iteração, quatro dobras compuseram o conjunto de treinamento ao qual 

foi aplicado aumento de dados, enquanto a dobra restante foi utilizada para validação de 

maneira determinística e sem aumento de dados. O mesmo protocolo de validação 

cruzada e teste isolado foi aplicado ao subconjunto de 800 clipes/classe para cada uma 

das análises de refinamento de arquitetura e para a avaliação detalhada em conjunto de 

teste (Seção 4.7). Em ambas as escalas, o conjunto de teste permaneceu isolado durante 
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todo o desenvolvimento, sem qualquer influência sobre a seleção de hiperparâmetros, o 

desenvolvimento incremental da arquitetura ou a escolha das hipóteses de refinamento. 

O conjunto de teste foi utilizado apenas na avaliação final de cada configuração 

experimental, após o treinamento do modelo sobre a união completa dos dados 

originalmente destinados ao treinamento e à validação. Nesse treinamento final, 10% dos 

dados foram separados internamente para o controle da parada antecipada. A Tabela 3 

apresenta os hiperparâmetros empregados no treinamento da CoAtRes-Net, incluindo o 

otimizador AdamW (Loshchilov; Hutter, 2019), o agendador cossenoidal da taxa de 

aprendizado (Loshchilov; Hutter, 2017) e a suavização de rótulo (Szegedy et al., 2016). 

 

Tabela 3. Hiperparâmetros de treinamento da CoAtRes-Net. 
Hiperparâmetro Valor 
Otimizador AdamW 
Taxa de aprendizado 3×10⁻⁴ 
Decaimento de peso 1×10⁻⁴ 
Tamanho de lote 32 
Épocas (máx.) 50 
Paciência 8 
Suavização de rótulo 0,1 
Agendador de taxa Cosseno 
Aquecimento 3 épocas 
Recorte de gradiente 1,0 

Fonte: Elaborado pelos autores. 
 

A função objetivo corresponde à entropia cruzada com suavização de 

rótulo: 

 

 𝐿 =  − ∑ [(1 −  𝜀)𝑦𝑘  +  
𝜀

𝐾
] 𝑙𝑜𝑔 𝑦̂𝑘

𝐾
𝑘=1    (4) 

 

em que  

 

K=9 corresponde ao número de classes, yk representa o rótulo one-hot, ŷk a probabilidade predita, 

e ε=0,1 o fator de suavização. 

 

3.4 Análise estatística 

 

A significância das diferenças de F1-macro por classe entre cada par de modelos 

foi avaliada pelo teste não paramétrico de postos sinalizados de Wilcoxon (Wilcoxon, 

1945). Para cada comparação, foram utilizados os valores de F1 de cada uma das nove 
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classes nas cinco dobras de validação cruzada, totalizando 45 pares de resultados por 

comparação. Essa abordagem possibilitou avaliar as diferenças de desempenho 

considerando simultaneamente a variação entre classes e entre partições experimentais, 

seguindo a metodologia recomendada para comparação de classificadores em múltiplos 

conjuntos (Demšar, 2006). Com 7 modelos no comparativo principal, foram realizadas 

21 comparações pareadas. Para controlar a taxa de erro familiar sob múltiplas 

comparações, foi aplicada a correção sequencial de Holm-Bonferroni (Holm, 1979), que 

ordena os p-valores p(1) leq dots leq p(m) e rejeita a hipótese nula H(i) se p(i) leq α/(m-i+1), 

com α=0,05. 

 

4 RESULTADOS E DISCUSSÕES 

 

4.1 Validação da escolha de escala de dados 

 

Antes de apresentar o comparativo principal, avaliou-se empiricamente a 

adequação do uso de duas escalas distintas de dados, conforme descrito na Seção 3.1. 

Para isso, comparou-se diretamente o desempenho dos sete modelos nas escalas de 800 e 

3.600 clipes por classe, cujos resultados são apresentados na Tabela 4. O aumento de 4,5× 

no volume de dados produziu ganho de apenas 1,2 pp de F1-macro para a CoAtRes-Net. 

Entre os sete modelos, quatro arquiteturas melhoraram entre 1,2 e 2,1 pp, uma 

permaneceu inalterada e duas (baseline_rule e swin_tiny) regrediram, entre -0,2 e -1,7 pp. 

Nenhuma arquitetura trocou de posição no ranking comparativo entre as duas escalas: o 

aumento do volume de dados exerceu influência limitada sobre o desempenho e não 

alterou o ordenamento geral das arquiteturas. Essa evidência empírica sustenta o emprego 

da escala reduzida, composta por 800 clipes por classe, nas análises de refinamento 

arquitetural apresentadas na Seção 4.7, preservando o comparativo principal na escala 

completa. 

 

Tabela 4. Variação de F1-macro entre as duas escalas de dados, para cada 

modelo, obtida na avaliação prévia à adoção do protocolo experimental em 

duas escalas. 
Modelo F1 800 F1 3.600 Δ (pp) 

baseline_rule 8,3% 8,1% -0,2 
baseline_ml 73,7% 73,7% 0,0 
swin_tiny 64,1% 62,4% -1,7 

convnext_tiny 76,0% 77,8% +1,8 
efficientnet_b0 77,7% 79,8% +2,1 
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cbam_cnn 82,9% 84,2% +1,3 
CoAtRes-Net 83,7% 84,9% +1,2 

Fonte: Elaborado pelos autores. 
 

4.2 Comparativo principal de arquiteturas 

 

O comparativo principal (Tabela 5) reporta o desempenho médio de validação 

cruzada 5-fold sobre a escala completa do dataset (3.600 clipes/classe, 32.400 no total), 

conforme protocolo descrito na Seção 3.1. A CoAtRes-Net obteve o maior F1-macro 

entre as sete arquiteturas avaliadas (84,9%), superando tanto os modelos convolucionais 

treinados do zero (cbam_cnn, 84,2%) quanto os três backbones pré-treinados avaliados 

via linear-probe (efficientnet_b0, 79,8%; convnext_tiny, 77,8%; swin_tiny, 62,4%) e as 

duas baselines (baseline_ml, 73,7%; baseline_rule, 8,1%). 

 

Tabela 5. F1-macro médio (5-fold CV) por arquitetura, escala completa (3.600 clipes/classe). 
Modelo F1 (5-fold CV) 

CoAtRes-Net 84,9% 
cbam_cnn 84,2% 

efficientnet_b0 79,8% 
convnext_tiny 77,8% 
baseline_ml 73,7% 
swin_tiny 62,4% 

baseline_rule 8,1% 
Fonte: Elaborado pelos autores. 

 

A Figura 3 apresenta esse mesmo comparativo em formato gráfico, facilitando a 

leitura das magnitudes relativas entre os sete modelos. 
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Figura 3. Comparativo de F1-macro (5-fold CV, 3.600 clipes/classe) entre 

as sete arquiteturas avaliadas. 

 
Fonte: Elaborado pelos autores. 

 

A significância estatística da diferença entre a CoAtRes-Net e cada um dos seis 

modelos concorrentes foi testada pelo procedimento descrito na Seção 3.4 (Wilcoxon 

pareado por par fold×classe, correção de Holm-Bonferroni sobre as C(7,2)=21 

comparações). Vinte das 21 comparações permaneceram significativas após a correção 

(pholm < 0,05); a exceção é convnext_tiny vs.\ baseline_ml (pholm=0,83), estatisticamente 

indistinguíveis apesar de uma diferença numérica de 4,2 pp. O par mais próximo em 

magnitude entre os modelos de aprendizado profundo, CoAtRes-Net vs. cbam_cnn, 

permanece significativo mas com margem mais estreita (pholm=0,036). Como a unidade 

pareada fold×classe decompõe 5 dobras em 45 observações e classes de uma mesma 

dobra compartilham o modelo treinado naquela dobra, não sendo estritamente 

independentes entre si, os 21 pares foram recalculados com uma unidade genuinamente 

independente – teste t pareado sobre as 5 médias de F1 por dobra, sem decomposição por 

classe – e Holm-Bonferroni foi reaplicado sobre essa mesma família de 21 comparações. 

Para o par CoAtRes-Net vs.\ cbam_cnn especificamente, esse teste complementar 

confirma a significância (t(4)=4,16, pholm=0,042, d de Cohen pareado =1,86). A 

vantagem numérica de 0,7 pp entre as duas variantes CBAM não é ruído de amostragem, 

mas reflete uma diferença sistemática – de magnitude modesta – entre a CoAtRes-Net e 

o CBAM padrão (Seção 3.2); a Seção 4.5 isola, por ablação fatorial, qual dos dois 
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mecanismos que as distinguem (Coordinate Attention, conexões residuais) explica essa 

diferença. 

 

4.3 Confirmação em conjunto de teste independente 

 

Para verificar se o ordenamento observado na validação cruzada se mantinha em 

dados preservados durante o treinamento, a seleção de hiperparâmetros e o 

desenvolvimento arquitetural, todos os sete modelos foram avaliados no conjunto de held-

out em escala completa (3.600 clipes/classe, Tabela 6), incluindo accuracy, precisão, 

sensibilidade e a matriz de confusão completa por classe (Seção 4.4). 

 

Tabela 6. Desempenho no conjunto de teste independente, mantido isolado durante o treinamento, a 

validação, a seleção de hiperparâmetros e o desenvolvimento das arquiteturas, na escala completa de 

3.600 clipes por classe. Precisão, sensibilidade e F1 correspondem às médias macro. 
Modelo Acc. Prec. Rec. F1 

CoAtRes-Net 83,8% 85,9% 83,8% 84,3% 
cbam_cnn 83,0% 84,8% 83,0% 83,4% 

efficientnet_b0 80,9% 82,9% 80,9% 81,3% 
convnext_tiny 78,7% 80,9% 78,7% 78,8% 

swin_tiny 78,1% 80,4% 78,1% 78,5% 
baseline_ml 74,2% 75,3% 74,2% 74,2% 
baseline_rule 13,8% 18,2% 13,8% 8,6% 

Fonte: Elaborado pelos autores. 
 

O ordenamento observado no conjunto de teste independente permaneceu 

amplamente consistente com aquele observado na validação cruzada (Tabela 5): a 

CoAtRes-Net manteve o melhor desempenho, seguida por cbam_cnn, efficientnet_b0 e 

convnext_tiny, nessa ordem em ambas as avaliações. A única alteração de posição ocorreu 

entre swin_tiny e baseline_ml. Na validação cruzada, o baseline_ml, com F1-macro de 

73,7%, superou o swin_tiny, com 62,4%, por 11,3 pontos percentuais. No conjunto de 

teste independente, o swin_tiny alcançou 78,5%, superando o baseline_ml, que obteve 

74,2%, por 4,3 pontos percentuais. A diferença de 16,1 pontos percentuais observada para 

o swin_tiny entre a validação cruzada e o conjunto de teste indica sensibilidade 

substancial à composição das partições experimentais e requer interpretação cautelosa 

(Seção 4.6 discute esse comportamento). Para a CoAtRes-Net, o F1-macro de 84,3% 

obtido no conjunto de teste ficou 0,6 ponto percentual abaixo do resultado médio de 

84,9% observado na validação cruzada. A proximidade entre esses valores indica 
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estabilidade do desempenho da arquitetura entre os dois protocolos de avaliação, dentro 

das condições experimentais e da base de dados utilizadas. 

 

4.4 Análise de erros por classe 

 

A Tabela 7 apresenta a sensibilidade da CoAtRes-Net para cada uma das nove 

classes no conjunto de teste independente, enquanto a Figura 4 exibe a matriz de confusão 

completa. Os resultados revelam dois padrões principais, responsáveis por uma parcela 

expressiva dos erros de classificação observados. 

 

Tabela 7. Sensibilidade por classe da CoAtRes-Net no conjunto de teste 

independente, utilizando 3.600 clipes por classe. 

Classe Recall 
Stop Sign 92,4% 
No gesture 92,2% 

Zooming Out (2 dedos) 88,1% 
Drumming Fingers 88,0% 

Thumb Down 85,4% 
Zooming In (2 dedos) 83,7% 

Turning CCW 77,4% 
Thumb Up 75,9% 

Turning CW 71,3% 

Nota: Turning CW/CCW = Turning Hand Clockwise/Counterclockwise. 
Fonte: Elaborado pelos autores. 

 

A Figura 4 torna visíveis os dois principais agrupamentos de erros: a concentração 

de gestos intencionais classificados incorretamente como No gesture e o bloco de 

confusões recíprocas entre Turning Hand Clockwise e Turning Hand Counterclockwise. 
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Figura 4. Matriz de confusão da CoAtRes-Net no conjunto de teste independente, utilizando 3.600 clipes 

por classe. As células apresentam o número absoluto de clipes, enquanto a intensidade visual representa a 

proporção em relação ao total da respectiva classe real, disposta nas linhas. 

 
Fonte: Elaborado pelos autores. 

 

O primeiro padrão envolve pares de gestos que se distinguem principalmente pelo 

sentido do movimento. As trocas entre Turning Hand Clockwise e Turning Hand 

Counterclockwise corresponderam a 184 clipes classificados incorretamente, sendo 106 

em uma direção e 78 na direção oposta. As confusões entre Zooming In With Two Fingers 

e Zooming Out With Two Fingers totalizaram 24 clipes, sendo 16 e 8 em cada sentido. 

Como a configuração estática da mão em um frame isolado é semelhante dentro 

desses pares, esse padrão sugere que os erros estejam mais relacionados à representação 

da direção temporal do movimento do que à configuração espacial isolada da mão. Essa 

interpretação motivou a investigação de mecanismos explícitos de atenção temporal, 

apresentada na Seção 4.7. 

O segundo padrão corresponde à classificação de gestos intencionais como No 

gesture, potencialmente associada a movimentos de pequena amplitude, oclusões parciais 

ou falhas intermitentes na detecção dos landmarks. Entre os erros observados, 94 clipes 

da classe Thumb Up, 50 de Thumb Down e 45 de Zooming In With Two Fingers foram 
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classificados como No gesture. Somadas às ocorrências das outras cinco classes, essas 

confusões totalizaram 353 dos 786 erros do modelo, equivalentes a 44,9% do total. 

Proporção semelhante foi observada na escala reduzida empregada nas análises 

de refinamento, na qual 73 dos 171 erros, correspondentes a 42,7% (Seção 4.7), 

envolveram a classificação de gestos intencionais como No gesture. A consistência desse 

padrão entre as duas escalas sugere que ele não decorre exclusivamente da menor 

quantidade de amostras utilizada nos experimentos de refinamento. A Seção 4.7 apresenta 

as modificações arquiteturais motivadas por esses padrões de erro e analisa seus 

respectivos resultados. 

 

4.5 Por que a CoAtRes-Net vence 

 

A vantagem consistente da CoAtRes-Net sobre as demais seis arquiteturas (Seção 

4) tem uma explicação mais assimétrica entre os dois mecanismos que a distinguem do 

cbam_cnn do que a motivação de design original sugeria. Para isolar a contribuição de 

cada mecanismo, foram treinadas duas variantes intermediárias sob o mesmo protocolo 

de 5-fold CV usado nas demais ablações desta seção (800 clipes/classe – ver ressalva de 

escala no início da Seção 4.7): uma com conexões residuais mas com a atenção espacial 

conjunta original do CBAM no lugar da Coordinate Attention, e outra com Coordinate 

Attention mas sem soma residual. A Tabela 8 reporta os quatro pontos do desenho fatorial 

2×2 resultante, todos nesta mesma escala. 

 

Tabela 8. Ablação fatorial isolando Coordinate Attention (CA) e conexões 

residuais (Res.), 5-fold CV, 800 clipes/classe. 

Modelo CA Res. F1 (5-fold CV) 
cbam_cnn (v1) Não Não 82,9% 
cbam_cnn_v2_no_ca Não Sim 83,73% 
cbam_cnn_v2_no_residual Sim Não 83,31% 
CoAtRes-Net (completa) Sim Sim 83,7% 

Fonte: Elaborado pelos autores. 

 

A conexão residual isolada (83,73%) já recupera praticamente todo o ganho da 

CoAtRes-Net completa (83,7%) sobre o cbam_cnn (82,9%); a Coordinate Attention 

isolada contribui menos da metade desse ganho (83,31%, +0,41 pp) e, combinada à 

conexão residual, não produz efeito sinérgico mensurável nesta ablação – o modelo 

completo fica marginalmente abaixo da variante só-residual, diferença pequena o 
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suficiente para ser ruído de amostragem entre execuções, não uma vantagem aditiva clara 

das duas técnicas somadas. A leitura mais honesta, portanto, não é que os dois 

mecanismos se somam, mas que as conexões residuais – permitindo uma pilha mais 

profunda de quatro blocos sem degradação de gradiente (He et al., 2016) – são a 

explicação dominante do ganho sobre o cbam_cnn, com a Coordinate Attention 

contribuindo um efeito menor e não claramente aditivo nesta ablação. A motivação de 

design original da Coordinate Attention – preservar informação posicional por eixo, 

relacionada ao padrão de confusão direcional da Seção 4.4 – permanece válida como 

racional arquitetural, mas este resultado recomenda cautela em atribuir a ela, 

isoladamente, uma parcela específica do ganho final sobre o cbam_cnn. 

Separadamente, as conexões residuais explicam também por que os backbones 

pré-treinados não convertem escala em vantagem equivalente: operando via linear probe 

sobre representações otimizadas para imagens naturais RGB, não para a estrutura esparsa 

de 21 juntas articulares da pseudo-imagem, nenhum deles tem acesso ao mecanismo que 

mais contribui para o ganho da CoAtRes-Net – o que explica por que swin_tiny (o maior 

backbone, 28M parâmetros) tem o pior desempenho entre os cinco modelos de 

aprendizado profundo na validação cruzada, atrás inclusive do baseline_ml raso, apesar 

de ordens de magnitude mais parâmetros que a CoAtRes-Net (516 mil). A vantagem de 

0,7 pp de F1 sobre o cbam_cnn (v1) na escala completa (Tabela 5) é pequena em 

magnitude e estatisticamente significativa, ainda que com margem mais estreita que a 

maioria das demais comparações do estudo (pholm=0,036, confirmada por um teste 

complementar de unidade independente, Seção 4.2) na condição em que foi medida – 

ressalva que, somada ao resultado da ablação fatorial acima, a Seção 4.7 volta a discutir. 

 

4.6 Instabilidade do swin_tiny entre protocolos de avaliação 

 

O swin_tiny exibe a maior divergência entre validação cruzada e held-out de 

qualquer modelo comparado: F1-macro de 62,4% no 5-fold CV (Seção 4.2) contra 78,5% 

no held-out (Seção 4.3), um salto de +16,1 pp. Essa variação foi substancialmente 

superior à observada para as demais arquiteturas, cuja diferença entre os dois protocolos 

permaneceu inferior a três pontos percentuais. 
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Essa divergência não altera a principal conclusão do estudo – a CoAtRes-Net 

permanece o modelo de melhor desempenho em ambos os protocolos –, mas evidencia 

maior sensibilidade do swin_tiny à composição das partições experimentais. 

Uma possível explicação consiste na interação entre a inicialização aleatória da 

cabeça linear empregada no linear probe e a composição distinta dos conjuntos de 

treinamento em cada protocolo. Na validação cruzada, cinco cabeças lineares 

independentes são treinadas sobre subconjuntos parcialmente distintos do conjunto de 

treinamento, enquanto no protocolo held-out apenas uma cabeça é treinada utilizando 

todo o conjunto disponível. 

Essa hipótese, entretanto, não foi investigada diretamente, por exemplo por meio 

de múltiplas execuções com diferentes sementes aleatórias, devendo ser interpretada 

apenas como uma possibilidade para investigações futuras, e não como uma explicação 

confirmada. 

Independentemente da origem dessa variabilidade, os resultados indicam que o 

swin_tiny apresentou menor estabilidade experimental do que os demais modelos 

avaliados. Esse comportamento, contudo, não compromete a conclusão principal do 

estudo, uma vez que a CoAtRes-Net mantém a liderança em ambos os protocolos de 

avaliação. 

 

4.7 Tentativas de refinamento de arquitetura: quatro resultados negativos 

 

Motivados pelo diagnóstico de erro da Seção 4.4 – vazamento de gestos reais para 

No gesture (cerca de metade dos erros) e confusão entre pares de gestos que só se 

diferenciam pela direção do movimento – quatro hipóteses independentes de refinamento 

arquitetural foram testadas. Cada hipótese foi avaliada isoladamente utilizando 

inicialmente o conjunto reduzido descrito na Seção 3.1, antes de qualquer decisão sobre 

sua adoção na escala completa. Nenhuma das quatro estratégias produziu melhoria 

consistente em relação à arquitetura original. A apresentação desses resultados negativos 

é importante por evidenciar os limites das modificações avaliadas e contribuir para a 

transparência e a reprodutibilidade do estudo. Diferentemente do comparativo principal 

(Seção 4, 3.600 clipes/classe), as quatro tentativas desta seção foram avaliadas 

exclusivamente em 800 clipes/classe – nenhuma foi re-executada em escala completa 

após a refutação. A validação de invariância de escala da Seção 4.1 cobre apenas os sete 
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modelos já existentes no comparativo, não as duas variantes de arquitetura genuinamente 

novas testadas aqui (atenção temporal, cbam_cnn_v3; ensemble); os resultados desta 

seção devem, portanto, ser lidos como evidência na escala reduzida, não necessariamente 

extrapolável ponto a ponto para 3.600/classe. 

 

4.7.1 Gate de detecção por zeragem 

 

A substituição da estratégia de manutenção da última pose válida pela zeragem 

completa dos frames sem detecção reduziu o desempenho de todos os sete modelos, com 

queda mais acentuada em convnext_tiny (-9,1 pp de F1) do que na CoAtRes-Net (-1,3 

pp). Esses resultados sugerem que a introdução de regiões abruptamente nulas pode gerar 

padrões artificiais que dificultam a extração de características, especialmente em modelos 

originalmente treinados sobre imagens naturais contínuas. 

 

4.7.2 Atenção temporal 

 

A variante da CoAtRes-Net com mecanismo de self-attention temporal aplicado 

aos quatro tokens finais do eixo temporal, motivada diretamente pelo padrão de confusão 

direcional, obteve F1 de 83,4%, abaixo da CoAtRes-Net (84,5%) e estatisticamente 

indistinguível do cbam_cnn (p=0,22). Essa modificação não reduziu o principal padrão 

de erro identificado na análise de confusão; ao contrário, o número de confusões 

direcionais aumentou de 33 para 40 ocorrências. Uma possível explicação é que o eixo 

temporal já se encontra fortemente comprimido quando a atenção temporal é aplicada, 

reduzindo sua capacidade de capturar diferenças sutis relacionadas à direção do 

movimento. 

 

4.7.3 Ensemble 

 

A combinação por voto suave entre cbam_cnn e CoAtRes-Net obteve F1 de 84,6% 

no held-out, contra 84,5% da CoAtRes-Net isoladamente. O ganho observado foi de 

apenas 0,1 ponto percentual de F1, valor compatível com a variabilidade esperada para 

um único conjunto de teste e insuficiente para justificar o aumento da complexidade 

computacional decorrente da combinação de modelos. 
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4.7.4 Gate de detecção por interpolação linear 

 

A hipótese do gate foi revisitada utilizando interpolação linear entre poses 

detectadas, em vez da zeragem abrupta. O resultado reforçou a conclusão obtida com a 

estratégia anterior. Cinco dos seis modelos afetados apresentaram redução de 

desempenho, incluindo a CoAtRes-Net, cuja queda foi de 0,5 ponto percentual de F1. 

Além disso, a vantagem estatística da CoAtRes-Net sobre o cbam_cnn deixou de ser 

significativa sob essa configuração (pholm=0,071). O número de classificações incorretas 

como No gesture permaneceu exatamente igual (73 ocorrências), enquanto as confusões 

direcionais aumentaram aproximadamente 45% (33 para 48 ocorrências). Esses 

resultados sugerem que o principal gargalo relacionado à classe No gesture não decorre 

da estratégia empregada para preencher frames sem detecção, mas provavelmente de 

limitações anteriores no pipeline de aquisição dos landmarks, como falhas ocasionais do 

MediaPipe Hands durante movimentos de pequena amplitude ou oclusões parciais (Seção 

4.10). 

A Figura 5 consolida visualmente o desempenho das quatro tentativas de 

refinamento frente à arquitetura original, mostrando que nenhuma delas proporcionou 

melhoria consistente e estatisticamente robusta. 
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Figura 5. F1-macro da CoAtRes-Net original (linha de base, laranja) frente às quatro tentativas de 

refinamento de arquitetura, todas refutadas. Note. O valor do Incremento 4 refere-se à validação cruzada 

5-fold (nenhuma avaliação em conjunto de teste independente foi conduzida para essa configuração, 

descartada antes dessa etapa); os demais valores referem-se ao conjunto de teste independente (held-out). 

Linha tracejada laranja marca o F1 da linha de base para referência. 

 
Fonte: Elaborado pelos autores. 

 

As quatro tentativas convergem numa conclusão metodológica única: o teto de 

desempenho observado (F1 84,9%) não é facilmente superável por ajustes incrementais 

de arquitetura ou de representação de entrada dentro deste paradigma de pseudo-imagem 

baseada em landmarks esparsos. Isso reforça a robustez da CoAtRes-Net como escolha 

final – não por ser insuperável em princípio, mas por ter resistido a quatro tentativas 

concretas e independentes de superá-la. 

A ablação fatorial da Seção 4.5 (Tabela 8) qualifica essa robustez de uma forma 

diferente: a escolha final continua sendo a melhor entre as quatro variantes testadas 

(completa, só-residual, só-CA e nenhuma), mas por margem muito pequena e 

possivelmente não significativa frente à variante só-residual (83,7% vs. 83,73%). Isso não 

muda a recomendação – a CoAtRes-Net completa permanece a configuração vencedora 

no comparativo principal em escala completa (Tabela 5) –, mas indica que a robustez da 

escolha está mais na combinação (conexões residuais + profundidade de quatro blocos) 

do que na Coordinate Attention especificamente, cuja contribuição isolada, embora 

positiva, é menor do que a redação original deste artigo sugeria antes desta ablação ser 

conduzida. 
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4.8 Viabilidade de tempo real 

 

Para aplicações de biofeedback em reabilitação, a literatura associa atrasos de 

retroalimentação sensório-motora acima de poucas dezenas de milissegundos a 

comprometimento mensurável da aprendizagem motora implícita (Hadjiosif et al., 2025). 

A latência real de inferência da CoAtRes-Net (forward pass único, CPU, 200 

execuções após 20 de aquecimento, mesma forma de entrada [3,21,64] empregada 

durante a inferência) foi medida diretamente. A latência média observada foi de 5,56 ms, 

com mediana de 5,64 ms, desvio padrão de 0,55 ms e percentil 95 de 6,29 ms. 

Esses valores referem-se exclusivamente ao tempo de inferência do classificador. 

O custo computacional da extração dos landmarks pelo MediaPipe Hands é reportado 

separadamente na literatura como compatível com aplicações em tempo real em CPU 

convencional (Zhang et al., 2020; Lugaresi et al., 2019). 

Considerando apenas a etapa de classificação avaliada neste estudo, a CoAtRes-

Net apresenta latência suficientemente baixa para aplicações interativas de biofeedback. 

A confirmação do desempenho temporal do pipeline completo, incluindo captura de vídeo 

e extração dos landmarks, constitui uma etapa importante para estudos futuros. 

Mesmo considerando o custo adicional da extração dos landmarks, os resultados 

obtidos sugerem que a arquitetura permanece compatível com aplicações de reabilitação 

domiciliar de baixo custo, embora essa avaliação deva ser confirmada em um pipeline 

completo de implantação, consistente com a proposta apresentada por Zaher et al.\ (Zaher 

et al., 2025) para uma arquitetura de porte comparável nesta mesma revista. 

 

Tabela 9. Latência de inferência (forward pass, CPU, mesmo protocolo de medição) dos cinco modelos 

de aprendizado profundo comparados. baseline_rule e baseline_ml não são redes neurais – sua latência 

(extração de característica seguida de um produto de matriz) é ordens de magnitude menor e não é a 

comparação relevante aqui, por isso omitidas. *Contagem sem a head original de 1.000 classes do 

ImageNet (removida no pipeline, num_classes=0), somada à head rasa efetivamente treinada neste estudo 

(128 unidades ocultas, 9 classes) – por isso ligeiramente menor que a contagem "pronta para uso" da 

Tabela 2 (que inclui a head original de 1.000 classes, convenção padrão de relato para essas arquiteturas). 

Modelo Parâmetros Latência média (ms) 
cbam_cnn 28.509 1,88 

CoAtRes-Net 516.117 5,56 
efficientnet_b0 4,17M* 27,93 
convnext_tiny 27,92M* 83,38 

swin_tiny 27,62M* 98,84 

Fonte: Elaborado pelos autores. 

 



 28 COATRES-NET: CNN COM ATENÇÃO PARA RECONHECIMENTO DE GESTOS  

 

Veredas do Direito, v.23, e237878 – 2026 

 

A Tabela 9 amplia essa medição para os cinco modelos de aprendizado profundo 

do comparativo: a CoAtRes-Net é de 5 a 18× mais rápida que os três backbones pré-

treinados, mesmo estes operando via linear probe com pesos congelados – o custo do 

forward pass completo em resolução 224×224 domina a latência desses três modelos, 

independentemente do tamanho da head rasa treinada por cima. O cbam_cnn é ainda mais 

rápido (1,88 ms), mas com F1 0,7 pp menor (Seção 4.2); entre os cinco modelos 

avaliados, a CoAtRes-Net ocupa o melhor compromisso entre latência e desempenho 

preditivo. 

 

4.9 Comparação com a literatura 

 

A CoAtRes-Net (F1-macro de 84,3%, no conjunto de teste independente) 

apresentou desempenho competitivo em relação aos poucos trabalhos que reportam 

reconhecimento de gestos ou exercícios de reabilitação baseados em landmarks esparsos 

e visão computacional de baixo custo. Zainuddin et al. (Zainuddin et al., 2024) reportaram 

acurácia de aproximadamente 84% usando MediaPipe para reconhecimento de gestos em 

reabilitação pós-AVC, número muito próximo da acurácia de 83,8% obtida nesse estudo, 

embora as tarefas e os protocolos de avaliação sejam distintos, impedindo comparações 

diretas de desempenho. Zhong et al. (Zhong et al., 2023) superam 95% de acurácia com 

a mesma modalidade de entrada usada aqui – esqueleto de mão via MediaPipe, 

monocular, sem sensor de profundidade dedicado –, mas em datasets de referência bem 

menores e mais controlados (Briareo e MMHGD, 25–40 sujeitos, captura em laboratório) 

e com uma arquitetura que preserva a trajetória espaço-temporal por junta em vez de 

rasterizá-la em pseudo-imagem única, como discutido na Seção 2; a diferença de 

desempenho reflete essas duas escolhas, não uma limitação de hardware da abordagem 

mais barata adotada aqui. Zaher et al.\ (Zaher et al., 2025), publicado nesta mesma revista 

e citado ao longo deste artigo como motivação, reportaram ganhos de 2,9 e 1,97 pontos 

percentuais de acurácia sobre o estado da arte nos datasets UI-PRMD e KIMORE 

(validação cruzada de 5 dobras, entrada esqueletal); diferentemente do subconjunto do 

Jester usado aqui, o KIMORE inclui 34 dos seus 78 sujeitos com disfunção motora real, 

avaliados por fisioterapeuta – validação clínica que este trabalho explicitamente não 

conduz (Seção 4.10). Como calibração adicional, o estado da arte no Jester completo (27 

classes, vídeo denso, sem a redução a landmarks esparsos usada aqui) alcança 97,0% de 
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acurácia top-1 com o Temporal Shift Module (Lin; Gan; Han, 2019) – a distância de 13,2 

pp frente aos 83,8% da CoAtRes-Net é da ordem esperada para o trade-off entre custo 

computacional e acurácia que a representação em pseudo-imagem esparsa assume 

deliberadamente (Seção 3.1), não uma limitação inesperada da abordagem. Além do 

desempenho obtido, este trabalho diferencia-se por realizar uma comparação sistemática 

entre sete arquiteturas distintas sob um protocolo experimental único, incluindo validação 

cruzada, conjunto de teste independente, análise estatística com correção para 

comparações múltiplas e documentação detalhada de tentativas de refinamento 

arquitetural que não produziram ganhos consistentes. Essa combinação amplia a 

transparência experimental e favorece a reprodutibilidade dos resultados. 

 

4.10 Limitações 

 

Algumas limitações metodológicas devem ser consideradas na interpretação dos 

resultados deste estudo. 

Primeiramente, os dois principais padrões de erro identificados – classificação de 

gestos intencionais como No gesture e confusões entre gestos diferenciados apenas pela 

direção do movimento – permaneceram presentes mesmo após quatro tentativas 

independentes de refinamento arquitetural (Seção 4.7). Embora uma possível explicação 

seja a redução da qualidade da detecção dos landmarks pelo MediaPipe Hands durante 

movimentos de pequena amplitude ou oclusões parciais, essa hipótese não foi investigada 

experimentalmente e permanece como uma possibilidade a ser explorada em trabalhos 

futuros. 

Em segundo lugar, o dataset Jester foi construído a partir de participantes sem 

comprometimento motor, de modo que a capacidade de generalização da CoAtRes-Net 

para pacientes com limitações motoras decorrentes de condições neurológicas, como 

tremor, espasticidade ou redução da amplitude de movimento, não foi avaliada 

diretamente. Essa limitação também é observada em outros estudos da área, embora 

evidências previamente publicadas indiquem que modelos treinados em indivíduos 

saudáveis possam apresentar desempenho satisfatório em cenários clínicos específicos 

(Boudreault-Morales et al., 2025). Relacionada a essa limitação, as nove classes usadas 

foram selecionadas por analogia qualitativa a padrões de movimento de reabilitação (ex. 

Turning Hand Clockwise/Counterclockwise como proxy de pronação/supinação de 
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antebraço, Zooming In/Out como proxy de fechamento/abertura em pinça – ver 

`rehab_analog` em `config/dataset.yaml`), mas essa correspondência é uma justificativa 

de design dos autores, não uma validação por profissional de fisioterapia ou protocolo 

clínico estabelecido. 

Em terceiro lugar, a normalização descrita na Eq. 1 utiliza todos os frames do 

clipe, incluindo aqueles sem detecção válida da mão, para calcular a diagonal utilizada na 

normalização espacial. Essa simplificação pode introduzir pequenas variações na escala 

dos landmarks em sequências com baixa taxa de detecção, aspecto que não foi 

especificamente investigado neste trabalho. 

Por fim, a latência apresentada na Seção 4.8 e na Tabela 9 considera 

exclusivamente o tempo de inferência do classificador. O desempenho temporal do 

pipeline completo – incluindo captura de vídeo, extração dos landmarks, pré-

processamento e pós-processamento – não foi mensurado experimentalmente e deverá ser 

avaliado em futuras implementações da plataforma PINE em ambiente real. 

Além dessas limitações, os resultados foram obtidos utilizando um único conjunto 

de dados público e um protocolo experimental específico. Dessa forma, a avaliação da 

CoAtRes-Net em outras bases de dados, diferentes condições de captura e populações 

clínicas constitui uma etapa importante para investigar a robustez e a capacidade de 

generalização da arquitetura proposta. 

Adicionalmente, este trabalho não discute governança de dados de vídeo 

doméstico (retenção, processamento local vs. remoto, consentimento) que uma 

implantação real da PINE precisaria endereçar sob a LGPD (Brasil, 2018), dado que o 

sistema é projetado para capturar vídeo de pacientes no ambiente domiciliar. 

Finalmente, os hiperparâmetros de treinamento (Tabela 3) não foram variados 

entre execuções independentes com sementes aleatórias distintas – cada modelo e dobra 

foi treinado uma única vez, o que impede quantificar a variância atribuível à inicialização 

de pesos, distinta da variância entre dobras já capturada pelo protocolo de validação 

cruzada. 

 

5 CONCLUSÃO 

 

Este trabalho apresentou a CoAtRes-Net, uma arquitetura convolucional que 

combina atenção de canal, atenção de coordenada e conexões residuais para 
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reconhecimento de gestos de mão a partir de landmarks esparsos, avaliando seu 

desempenho em comparação com seis arquiteturas representativas sob um protocolo 

experimental composto por validação cruzada estratificada de cinco dobras, conjunto de 

teste independente mantido isolado durante todo o desenvolvimento do modelo e análise 

estatística com correção para comparações múltiplas. 

A CoAtRes-Net obteve o melhor desempenho entre as sete arquiteturas avaliadas, 

alcançando F1-macro de 84,9% na validação cruzada e 83,8% de acurácia, além de 84,3% 

de F1-macro no conjunto de teste independente, ambos na escala completa do conjunto 

de dados. As diferenças observadas permaneceram estatisticamente significativas após a 

correção de Holm-Bonferroni, demonstrando desempenho superior aos demais modelos 

treinados do zero e aos três backbones pré-treinados avaliados por meio de linear probe. 

Além do desempenho preditivo, a arquitetura apresentou latência média de inferência de 

5,56 ms em CPU convencional, indicando potencial para aplicações interativas em tempo 

real sem necessidade de aceleração por GPU dedicada. 

As quatro estratégias de refinamento arquitetural avaliadas – gate por zeragem, 

atenção temporal explícita, ensemble por voto suave e gate baseado em interpolação 

linear – não produziram melhorias consistentes em relação à arquitetura original. A 

documentação desses resultados negativos amplia a transparência metodológica do 

estudo e evidencia os limites das modificações incrementais investigadas dentro do 

paradigma de pseudo-imagens baseadas em landmarks esparsos. 

Os experimentos também permitiram identificar dois padrões recorrentes de erro: 

a classificação de gestos intencionais como No gesture e as confusões entre gestos 

diferenciados apenas pela direção do movimento. Embora esses padrões sugiram 

limitações associadas às etapas anteriores ao classificador, como a qualidade da extração 

dos landmarks, essa hipótese não foi investigada diretamente e permanece como 

oportunidade para estudos futuros. 

A CoAtRes-Net foi desenvolvida para integrar a PINE (Plataforma Interativa de 

Neuroestimulação), iniciativa voltada à reabilitação neuromotora domiciliar de baixo 

custo atualmente em desenvolvimento pelos autores. Os resultados obtidos indicam que 

a arquitetura constitui um componente promissor para sistemas de reconhecimento 

gestual com requisitos de baixo custo computacional e baixa latência. Entretanto, sua 

aplicação em cenários clínicos dependerá de validações adicionais envolvendo pacientes 
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reais, diferentes condições de captura e outros conjuntos de dados, aspectos que não 

fizeram parte do escopo deste estudo. 

Como perspectivas futuras, destacam-se a avaliação da arquitetura em populações 

clínicas, a investigação de estratégias para aumentar a robustez da detecção dos 

landmarks, a validação do pipeline completo em tempo real e a análise da capacidade de 

generalização da CoAtRes-Net em diferentes contextos de reabilitação neuromotora. 

 

CONSIDERAÇÕES ÉTICAS 

 

Este trabalho não envolveu coleta de novos dados de sujeitos humanos. O subconjunto 

do Jester v1 utilizado é um dataset de terceiros, pré-existente e publicamente disponível 

mediante registro (Materzynska et al., 2019), composto por vídeos de gestos de mão de 

contribuidores voluntários anônimos, sem qualquer dado clínico ou de população com 

comprometimento motor – por isso, nenhuma submissão a comitê de ética foi necessária 

para a condução deste estudo. Essa mesma característica do dataset é a razão pela qual a 

validação em população clínica real permanece como trabalho futuro, conforme discutido 

na seção de Limitações. 

 

REFERÊNCIAS 

 

ALONAZI, M. et al. Smart Healthcare Hand Gesture Recognition Using CNN-Based 

Detector and Deep Belief Network. IEEE Access, v. 11, p. 84922–84933, 2023. DOI: 

10.1109/ACCESS.2023.3289389. 

AMPRIMO, G. et al. Hand tracking for clinical applications: validation of the Google 

MediaPipe Hand (GMH) and the depth-enhanced GMH-D frameworks. Biomedical 

Signal Processing and Control, v. 96, p. 106508, 2024. DOI: 

10.1016/j.bspc.2024.106508. 

BOUDREAULT-MORALES, G. E. et al. The effect of depth data and upper limb 

impairment on lightweight monocular RGB human pose estimation models. 

BioMedical Engineering OnLine, v. 24, p. 12, 2025. DOI: 10.1186/s12938-025-

01347-y. 

BRASIL. Lei nº 13.709, de 14 de agosto de 2018. Lei Geral de Proteção de Dados 

Pessoais (LGPD). Diário Oficial da União, Brasília, DF, 15 ago. 2018. Disponível em: 

https://www.planalto.gov.br/ccivil_03/_ato2015-2018/2018/lei/l13709.htm. Acesso em: 

05 ago. 2026. 

https://www.planalto.gov.br/ccivil_03/_ato2015-2018/2018/lei/l13709.htm


33  Diego Gabriel Pessoa Amorim & Victor Pamplona Menescal de Souza & Wilker José Caminha dos Santos & Rosemary Maria Pimentel Coutinho & Vitória 
Nazaré Costa Seixas & Elzelis Muller da Silva & Patrícia Danielle Lima de Lima & Wanderson Thiago Santos Noleto & Larissa de Andrade Silva Ramos & 

Pedro Henrique Alves de Sousa & Fernanda Vale Tavares de Oliveira & Cleonice Maria Santos Mota & Renilde Ribeiro Xavier & Thiago Nicolau 

Magalhães de Souza Conte 

  

 

Veredas do Direito, v.23, e237878 – 2026 

 

CHENG, Q. et al. A Dense-Sparse Complementary Network for Human Action 

Recognition based on RGB and Skeleton Modalities. Expert Systems with 

Applications, v. 244, p. 123061, 2024. 

CUI, H. et al. Dstsa-gcn: Advancing skeleton-based gesture recognition with semantic-

aware spatio-temporal topology modeling. Neurocomputing, 2025. 

CUNHA, B.; MAÇÃES, J.; AMORIM, I. Smartphone-Based Markerless Motion 

Capture for Accessible Rehabilitation: A Computer Vision Study. Sensors, v. 25, n. 17, 

p. 5428, 2025. DOI: 10.3390/s25175428. 

DEMŠAR, J. Statistical Comparisons of Classifiers over Multiple Data Sets. Journal of 

Machine Learning Research, v. 7, p. 1–30, 2006. 

DOSOVITSKIY, A. et al. An Image is Worth 16x16 Words: Transformers for Image 

Recognition at Scale. International Conference on Learning Representations 

(ICLR), 2021. arXiv:2010.11929. 

DUAN, H. et al. Revisiting Skeleton-Based Action Recognition. Proceedings of the 

IEEE/CVF Conference on Computer Vision and Pattern Recognition (CVPR), p. 

2969–2978, 2022. 

FERNANDES, H. S.; LIBERATO, I. B. Avaliação da performance de alunos com 

limitações sem atividades físico-motoras através da inteligência artificial em conjunto 

com o Kinect [Internet]. Repositório Institucional IFES, 2021. Disponível em: 

https://repositorio.ifes.edu.br/handle/123456789/1605. Acesso em: 20 mar. 2025. 

HADJIOSIF, A. M. et al. Tiny visual latencies can profoundly impair implicit 

sensorimotor learning. Scientific Reports, 2025. 

HE, K. et al. Deep Residual Learning for Image Recognition. Proceedings of the IEEE 

Conference on Computer Vision and Pattern Recognition (CVPR), p. 770–778, 

2016. 

HOLM, S. A Simple Sequentially Rejective Multiple Test Procedure. Scandinavian 

Journal of Statistics, v. 6, n. 2, p. 65–70, 1979. 

HOU, Q.; ZHOU, D.; FENG, J. Coordinate Attention for Efficient Mobile Network 

Design. Proceedings of the IEEE/CVF Conference on Computer Vision and 

Pattern Recognition (CVPR), 2021. 

HU, R. et al. Effective evaluation of HGcnMLP method for markerless 3D pose 

estimation of musculoskeletal diseases patients based on smartphone monocular video. 

Frontiers in Bioengineering and Biotechnology, v. 12, p. 1335251, 2024. DOI: 

10.3389/fbioe.2024.1335251. 

HU, J.; SHEN, L.; SUN, G. Squeeze-and-Excitation Networks. Proceedings of the 

IEEE Conference on Computer Vision and Pattern Recognition (CVPR), p. 7132–

7141, 2018. 

https://repositorio.ifes.edu.br/handle/123456789/1605


 34 COATRES-NET: CNN COM ATENÇÃO PARA RECONHECIMENTO DE GESTOS  

 

Veredas do Direito, v.23, e237878 – 2026 

 

IOFFE, S.; SZEGEDY, C. Batch Normalization: Accelerating Deep Network Training 

by Reducing Internal Covariate Shift. Proceedings of the 32nd International 

Conference on Machine Learning (ICML), p. 448–456, 2015. 

KE, Q. et al. A New Representation of Skeleton Sequences for 3D Action Recognition. 

Proceedings of the IEEE Conference on Computer Vision and Pattern Recognition 

(CVPR), p. 4570–4579, 2017. DOI: 10.1109/CVPR.2017.486. 

LATRECHE, A. et al. Reliability and validity analysis of MediaPipe-based 

measurement system for some human rehabilitation motions. Measurement, v. 214, p. 

112826, 2023. 

LI, J.; AL-QANESS, M. A. A. SA-STGCN: Structural-Adaptive Spatio-Temporal 

Graph Convolution with Spatio-Temporal Attunement for skeleton-based gesture 

recognition. Robotics and Autonomous Systems, 2026. 

LIN, J.; GAN, C.; HAN, S. TSM: Temporal Shift Module for Efficient Video 

Understanding. Proceedings of the IEEE/CVF International Conference on 

Computer Vision (ICCV), p. 7083–7093, 2019. 

LIU, J. et al. Temporal decoupling graph convolutional network for skeleton-based 

gesture recognition. IEEE Transactions on Multimedia, v. 26, p. 811–823, 2024. 

LIU, Z. et al. A ConvNet for the 2020s. Proceedings of the IEEE/CVF Conference on 

Computer Vision and Pattern Recognition (CVPR), p. 11976–11986, 2022. 

LIU, Z. et al. Swin Transformer: Hierarchical Vision Transformer using Shifted 

Windows. Proceedings of the IEEE/CVF International Conference on Computer 

Vision (ICCV), p. 9992–10002, 2021. 

LOSHCHILOV, I.; HUTTER, F. Decoupled Weight Decay Regularization. 

International Conference on Learning Representations (ICLR), 2019. 

arXiv:1711.05101. 

LOSHCHILOV, I.; HUTTER, F. SGDR: Stochastic Gradient Descent with Warm 

Restarts. International Conference on Learning Representations (ICLR), 2017. 

LUGARESI, C. et al. MediaPipe: A Framework for Building Perception Pipelines. 

arXiv preprint, 2019. arXiv:1906.08172. 

MATERZYNSKA, J. et al. The Jester Dataset: A Large-Scale Video Dataset of Human 

Gestures. Proceedings of the IEEE/CVF International Conference on Computer 

Vision Workshops (ICCVW), 2019. 

OGG, A. D. et al. Integração de Visão Computacional e Inteligência Artificial na 

Fisioterapia Domiciliar. ISLA 2024 Proceedings, 2024. Disponível em: 

https://aisel.aisnet.org/isla2024/12. Acesso em: 14 jan. 2025. 

https://aisel.aisnet.org/isla2024/12


35  Diego Gabriel Pessoa Amorim & Victor Pamplona Menescal de Souza & Wilker José Caminha dos Santos & Rosemary Maria Pimentel Coutinho & Vitória 
Nazaré Costa Seixas & Elzelis Muller da Silva & Patrícia Danielle Lima de Lima & Wanderson Thiago Santos Noleto & Larissa de Andrade Silva Ramos & 

Pedro Henrique Alves de Sousa & Fernanda Vale Tavares de Oliveira & Cleonice Maria Santos Mota & Renilde Ribeiro Xavier & Thiago Nicolau 

Magalhães de Souza Conte 

  

 

Veredas do Direito, v.23, e237878 – 2026 

 

SRIVASTAVA, N. et al. Dropout: A Simple Way to Prevent Neural Networks from 

Overfitting. Journal of Machine Learning Research, v. 15, n. 1, p. 1929–1958, 2014. 

SZEGEDY, C. et al. Rethinking the Inception Architecture for Computer Vision. 

Proceedings of the IEEE Conference on Computer Vision and Pattern Recognition 

(CVPR), p. 2818–2826, 2016. 

TAN, M.; LE, Q. V. EfficientNet: Rethinking Model Scaling for Convolutional Neural 

Networks. Proceedings of the 36th International Conference on Machine Learning 

(ICML), p. 6105–6114, 2019. 

TSINGANOS, P. et al. Real-Time Analysis of Hand Gesture Recognition with 

Temporal Convolutional Networks. Sensors, v. 22, n. 5, p. 1694, 2022. DOI: 

10.3390/s22051694. 

VASWANI, A. et al. Attention Is All You Need. Advances in Neural Information 

Processing Systems (NeurIPS), p. 6000–6010, 2017. 

WAGH, V.; SCOTT, M. W.; KRAEUTNER, S. N. Quantifying Similarities Between 

MediaPipe and a Known Standard to Address Issues in Tracking 2D Upper Limb 

Trajectories: Proof of Concept Study. JMIR Form Res, v. 8, 2024. DOI: 

10.2196/56682. 

WANG, Q. et al. ECA-Net: Efficient Channel Attention for Deep Convolutional Neural 

Networks. Proceedings of the IEEE/CVF Conference on Computer Vision and 

Pattern Recognition (CVPR), p. 11531–11539, 2020. 

WANG, X. et al. Non-Local Neural Networks. Proceedings of the IEEE Conference 

on Computer Vision and Pattern Recognition (CVPR), p. 7794–7803, 2018. 

WILCOXON, F. Individual Comparisons by Ranking Methods. Biometrics Bulletin, v. 

1, n. 6, p. 80–83, 1945. DOI: 10.2307/3001968. 

WOO, S. et al. CBAM: Convolutional Block Attention Module. Proceedings of the 

European Conference on Computer Vision (ECCV), p. 3–19, 2018. 

YAN, S.; XIONG, Y.; LIN, D. Spatial Temporal Graph Convolutional Networks for 

Skeleton-Based Action Recognition. Proceedings of the AAAI Conference on 

Artificial Intelligence, v. 32, n. 1, 2018. DOI: 10.1609/aaai.v32i1.12328. 

ZAHER, M. et al. Fusing CNNs and attention-mechanisms to improve real-time indoor 

Human Activity Recognition for classifying home-based physical rehabilitation 

exercises. Computers in Biology and Medicine, v. 184, p. 109399, 2025. DOI: 

10.1016/j.compbiomed.2024.109399. 

ZAINUDDIN, A. A. et al. Calibrating Hand Gesture Recognition for Stroke 

Rehabilitation Internet-of-Things (RIOT) Using MediaPipe in Smart Healthcare 

Systems. International Journal of Advanced Computer Science and Applications 

(IJACSA), v. 15, n. 7, 2024. 



 36 COATRES-NET: CNN COM ATENÇÃO PARA RECONHECIMENTO DE GESTOS  

 

Veredas do Direito, v.23, e237878 – 2026 

 

ZHANG, F. et al. MediaPipe Hands: On-device Real-time Hand Tracking. arXiv 

preprint, 2020. arXiv:2006.10214. 

ZHONG, E. et al. Real-Time Monocular Skeleton-Based Hand Gesture Recognition 

Using 3D-Jointsformer. Sensors, v. 23, n. 16, 2023. DOI: 10.3390/s23167066. 


